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1.1. Resumen  

La previsión de la demanda eléctrica a corto plazo representa una herramienta fundamental para la toma de 

decisiones por parte de entidades que se dedican a la administración de energía eléctrica, ya que permite 

elaborar estrategias para atender las variaciones en la demanda eléctrica en periodos cortos de tiempo. La 

precisión de los modelos predictivos constituye un factor importante para las operaciones energéticas y la 

programación de las fuentes de generación de energía para satisfacer a la demanda eléctrica en cada instante. 

Con esta motivación, se propone un modelo inteligente basado en las redes neuronales recurrentes Long-Short 

Term Memory (LSTM), que asocia parámetros externos como la temperatura y las variables del calendario 

que poseen incidencia sobre la demanda eléctrica. La configuración del modelo presentado se encuentra 

optimizada mediante la utilización de técnicas metaheurísticas. El conjunto de datos utilizado para el 

entrenamiento y validación del modelo incluye el registro horario del consumo eléctrico y de las variables 

meteorológicas de Paraguay, correspondientes al lapso de tiempo comprendido entre 2009 y 2017. La precisión 

del modelo propuesto se ha comparado con la de modelos estadísticos y modelos de aprendizaje automático. 

Se han utilizado métricas clásicas para medir el desempeño, como la raíz del error cuadrático medio (RMSE) 

y el error absoluto porcentual medio (MAPE). Además, se introdujeron nuevas medidas especiales para 

determinar el error en la predicción del modelo en horarios claves. Por ello, las medidas introducidas son: el 

error porcentual de la hora de máxima demanda (EPHMD) y el máximo error porcentual del día (MEPD). Los 

resultados han indicado que el modelo sugerido posee una mayor precisión en comparación a los otros métodos 

utilizados. 

1.2.  Palabras clave 

Demanda eléctrica, redes neuronales recurrentes, Long-Short Term Memory, técnicas metaheurísticas. 
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1. INTRODUCCIÓN 

La previsión de la demanda de electricidad es un tema ampliamente estudiado y de gran interés para las 

empresas eléctricas de cualquier país. La misma es un elemento importante para la toma de decisiones 

estratégicas, como la programación de unidades generadoras y la planificación de operaciones que permitan 

atender la demanda del sistema eléctrico.  Si la previsión de demanda ambientales, tipos de clientes y la fecha, 

escalas y resolución temporales (muy corto plazo, menor a 1 hora, corto plazo, 1 hora a 7 días, mediano plazo, 

meses o temporadas, largo-plazo, más de un año)) [20], [22]. Los modelos estadísticos permiten prever o 

extrapolar la demanda en el largo plazo considerando las correlaciones del consumo actual con variables que 

afectan la demanda como el histórico, variables climáticas, las actividades económicas, las regiones, entre 

otras [13]. Por otro lado, los modelos basados en el aprendizaje de máquina (ML, del inglés, Machine Learning) 

y el aprendizaje profundo (DL, del inglés, Deep Learning) han permitido realizar previsiones superiores en 

comparación con sus competidores, en escalas de tiempo de corto y muy corto plazo. 

Los modelos basados en DL utilizan redes neuronales artificiales (RNA). Las mismas utilizan funciones no 

lineales y estocásticas para capturar la dinámica de las series de tiempo a partir del consumo de energía y las 

variables exógenas asociadas [12].  Las mismas permiten extraer información de las grandes cantidades de 

datos, registros históricos disponibles utilizando la capacidad computacional proveídas por los procesadores 

gráficos (del inglés, Graphics Processors Units). Cuando se trata de series temporales, los modelos basados en 

redes neuronales recurrentes (RNN) aprovechan la información de salida anteriores(recurrencia) para dar una 

previsión de la demanda a partir datos históricos del uso de la red eléctrica [10].  Las RNN fueron mejoradas 

con la utilización de células de memoria de corto y largo plazo (LTSM, del inglés, Long-Short Term Memory) 

para subsanar problemas ocasionados por los gradientes nulos generados durante el entrenamiento [15]. La 

célula LSTM permite incluir variables exógenas y capturar información importante para extrapolar los datos. 

Esta contiene información crítica que ha aprendido con el tiempo, y la red está diseñada para mantener de 

manera efectiva la información útil en ella, durante muchos pasos de tiempo. Con estas nuevas arquitecturas 

se han logrado pronosticar series de tiempo y la demanda de energía en países como España y Francia [1,2,5]. 

Por otro lado, también fue necesario detectar y corregir anomalías en los datos considerando que el registro de 

los datos del consumo de energía está sujeto a errores durante su lectura, transcripción y/o almacenamiento. 

Además, la presencia varias componentes periódicas o estacionales en las series temporales del consumo 

eléctrico hacen que esta tarea no sea trivial [6]. Recientemente [14], han propuesto una nueva metodología 

estadística para detectar anomalías en series temporales basados en trabajos previos 24. La metodología S-H-

ESD (del inglés, Seasonal-Hybrid Extreme Studentized Deviate) permite mejorar la robustez de la detección 

utilizando estimadores como la mediana y mediana de desviación absoluta (MAD) y fue aplicada para detectar 

y corregir las anomalías en los datos. 

El trabajo se estructura de la siguiente forma. En la siguiente sección se presentan la metodología y los datos 

utilizados. Seguidamente se describen las etapas del desarrollo del modelo desde el preprocesamiento de los 

datos, la detección y corrección de anomalías, el modelo LSTM y la optimización de sus parámetros utilizando 

un algoritmo genético.  A continuación, se presentan los principales resultados obtenidos en cada etapa del 

trabajo.  Finalmente, en la última sección se discuten las contribuciones del trabajo. 

2. METODOLOGÍA 

En esta sección se inicia presentando el conjunto de datos meteorológicos y de consumo eléctrico 

correspondientes a Paraguay. Luego se describe el preprocesamiento, así como el análisis y la corrección de 

anomalías. Para el desarrollo del modelo LSTM se seleccionan los atributos de entrada basados en los datos 

de demanda, las variables del calendario (día, mes, año, entre otros) y los datos meteorológicos (temperatura, 

humedad, viento, etc.). Seguidamente se construye el modelo de red neuronal utilizando unidades recurrentes 

y se definen los hiperparámetros de la red y se proponen los modelos candidatos que finalmente son evaluados 
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con métricas más específicas como el Máximo Error del día, el Error en la hora de mayor consumo, entre otros. 

La Figura 1 muestra las etapas de la metodología aplicada. 

 

Figura 1. Metodología de trabajo 

2.1. Conjuntos de Datos 

La serie temporal que se modela en este trabajo es el registro de la demanda eléctrica (en MW, Megawatt) del 

sistema interconectado nacional del Paraguay (SIN). Este conjunto de datos proveído por la Administración 

Nacional de Electricidad (ANDE), posee un registro horario desde el año 2009 hasta el año 2017. Para evaluar 

el efecto de la estacionalidad y otras variables del calendario sobre la demanda eléctrica, se utilizan diagramas 

de caja como en la Figura 2. En la misma se visualizan las variaciones de la demanda eléctrica con respecto a 

diversas resoluciones temporales como año, mes, trimestre y día de la semana. Se constata una clara tendencia 

creciente de la demanda eléctrica entre el 2009 y el 2017. Además, se observa una fuerte estacionalidad de la 

demanda que en promedio es mayor en los meses cálidos por el mayor uso de equipos de refrigeración. Las 

rutinas de la población se reflejan en general en un menor consumo los fines de semana con respecto a días 

hábiles. Además, los diagramas de cajas revelan que pueden existir datos anómalos en la serie temporal. 

 

 

 

  

 

 

 

Figura 2.  Gráfico de cajas de la demanda agrupada por variables del calendario. 

 

En base a la estacionalidad observada y la revisión de la literatura resulta imprescindible considerar datos 

meteorológicos que puedan influir en la demanda eléctrica. Los datos meteorológicos proveídos por el Centro 

Meteorológico de la Facultad Politécnica de la Universidad Nacional de Asunción y la Dirección de 

Meteorología e Hidrología incluyen la temperatura seca del aire, la humedad relativa, velocidad del viento y 

la dirección del viento de once estaciones meteorológicas distribuidas en diversas zonas del país. Los datos de 

las estaciones meteorológicas se registran cada 3 horas, consecuentemente se realizó una interpolación lineal 

para combinarlos con los datos de la demanda. 

3. DESARROLLO DEL MODELO INTELIGENTE 

En esta sección se describen las diferentes etapas del desarrollo del modelo predictivo a partir del 

preprocesamiento, la selección de atributos de entrada, la optimización de la arquitectura del modelo LSTM, 

el entrenamiento y ajuste de hiperparámetros. Cada modelo propuesto es entrenado con los valores históricos 

de demanda eléctrica. En base a las observaciones realizadas sobre el efecto de variables del calendario en la 
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misma, se consideran los atributos de año, mes, día de la semana y la hora del día. Los días de la semana y los 

meses se categorizan con valores numéricos. 

3.1. Preprocesamiento: Detección y corrección de anomalías 

Primeramente, se analizaron los datos a modo de sustituir los valores negativos y nulos por valores válidos. El 

paso siguiente consiste aplicar la transformación de Box-Cox, cuya ecuación se expresa como: 

 

donde Y representa la serie temporal original, Y* es la serie temporal luego de la transformación y λ indica el 

parámetro de transformación, cuyo valor es obtenido por medio del método de la estimación de máxima 

verosimilitud [3]. Esta transformación permite estabilizar la varianza de los datos y obtener una serie temporal 

aditiva [7] antes de descomponer la serie temporal por medio de la utilización de la descomposición STL 

(Seasonal and Trend decomposition using Loess) [9]. De este modo la serie Y* queda descompuesta en tres 

componentes: una estacional (Sy), la tendencia (Ty) y un residual (Ry), donde se aplica el algoritmo S-H-ESD 

sobre la componente residual [14]. Seguidamente para realizar la corrección se suma la componente residual 

y la tendencia para determinar los datos sin la componente estacional. De estos datos se eliminan los valores 

anómalos y se realiza una interpolación lineal para rellenar los datos faltantes. Finalmente se añade la 

componente estacional y se aplica la transformación inversa de Box-Cox para obtener nuevamente la serie 

temporal Y libre de anomalías. El mismo procedimiento fu aplicado a las variables meteorológicas. 

Finalmente, para la aplicación de los modelos de redes neuronales, los datos fueron normalizados en el rango 

de [0,1] utilizando el escalado min-max. 

3.2.  Influencia de la temperatura ambiente 

En Paraguay el consumo tiende a aumentar significativamente cuando aumenta la temperatura debido al uso 

de sistemas de refrigeración. Por este motivo, una entrada del modelo sería la previsión de la temperatura del 

día siguiente. En los experimentos realizados se consideró la temperatura de la ciudad con mayor cantidad de 

habitantes (Asunción), la temperatura ponderada por la cantidad de habitantes de cada ciudad y la temperatura 

aparente o sensación térmica [5]. La temperatura aparente se obtiene mediante la siguiente ecuación: 

donde TA es la temperatura aparente, Ta es la temperatura seca del aire (Grados Centígrados), e es la presión 

del vapor de agua (hPa) [humedad] , Ws es la velocidad del viento (m/s) en una elevación de 10 metros y Q es 

la radiación neta absorbida por unidad de área de superficie corporal (w/m2). Para simplificar el cálculo no se 

ha utilizado el factor Q de la ecuación anterior, ya que se considera apenas la temperatura aparente en la 

sombra. Para la variable velocidad del viento, se utilizó la escala de Beaufort para categorizar los valores en 

la serie temporal. En la sección de resultados se realizan experimentos para determinar cuál de las temperaturas 

será considerada para el modelo final. 

Finalmente, el conjunto de atributos propuesto está conformado por las variables detalladas en la tabla 1. El 

modelo recibe: los valores actuales de la demanda y la semana anterior, la temperatura, el día de la semana, el 

mes y el año. También se incluyen como entrada la previsión de la temperatura y los valores del día de la 

semana, mes, año para el cual se quiere hacer la previsión. En la sección de resultados se realizan experimentos 

para evaluar la sensibilidad a los errores en la previsión de tiempo. 
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Tabla 1. Atributos seleccionados 

3.3. Modelo LSTM para la previsión de la demanda 

Las unidades de nuestro modelo están compuestas por celdas LSTM [15], las mismas permiten evitar el 

problema del desvanecimiento del gradiente y su funcionamiento está determinado por siguiente conjunto de 

ecuaciones: 

 

 

 

 

donde Wxi, Wxf, Wxo, Wxg son las matrices de pesos de las conexiones entre las cuatro capas y el vector de 

entrada x(t). Whi, Whf, Who, Whg son las matrices de pesos de las conexiones entre las cuatro capas y el 

estado de corto plazo previo h(t−1), bi, bf, bo, bg son términos constantes. 

El modelo propuesto consta de una capa de k celdas LSTM, lo que determina cuantos pasos de tiempo hacia 

atrás puede ver la red y un vector de estado oculto ht de tamaño m. A continuación, se tienen N capas totalmente 

conectadas, con Ni neuronas en cada capa (Ni = N1, N2, ..., Nn). A la salida se utiliza una capa final con 24 

neuronas correspondientes a las siguientes 24 horas del día para las cuales se realiza la previsión como se 

visualiza en la Figura 4. Esta configuración permite un mayor enfoque sobre la curva de demanda por día que 

sirve por ejemplo para la programación horaria de centrales de generación para el día siguiente.   

Los datos se dividen en conjuntos de entrenamiento y validación, pero se mantiene el orden temporal de las 

observaciones. Los datos de validación se utilizan para evaluar la precisión del modelo de previsión propuesto 

y no se utilizan durante el entrenamiento. Una práctica estándar para modelos de aprendizaje automático 

consiste en dividir datos utilizando proporciones 80/20 o 70/30. Sin embargo, la mayoría de los experimentos 

en este trabajo se realizaron para evaluar la previsión del último año (2017), siendo este nuestro conjunto de 

validación. Se partieron de las configuraciones del trabajo adoptado como línea de base [2].  El mismo utilizó 

el error cuadrático medio (del inglés, mean squared error, MSE) como función de costo y sus experimentos 

numéricos mostraron que el algoritmo ADAM obtenía mejores resultados [19]. Así mismo, la función de 

activación ReLu fue seleccionada para las capas densas, debido a que evita el problema del desvanecimiento 

del gradiente [23].  

Figura 4. Arquitectura propuesta. 
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3.4. Métricas de desempeño clásicas y propuestas 

Las métricas de desempeño en los modelos predictivos se utilizan para analizar cuantitativamente los errores 

entre los valores reales y los valores predichos. Esto sirve al momento del entrenamiento para ajustar los 

parámetros del modelo y realizar una comparativa frente a otros modelos con los datos del conjunto de prueba. 

La raíz del error cuadrático medio (del inglés, root mean squared error, RMSE) se define como la raíz cuadrada 

del valor medio de los cuadrados de la diferencia entre los valores reales y los valores predichos en MW. El 

error porcentual absoluto medio (del inglés, mean percentage absolute error, MAPE) es un indicador del 

desempeño de la previsión de demanda que mide el tamaño del error absoluto en términos porcentuales, esto 

lo hace intuitivo al momento de analizar los valores previstos. Para evaluar la dispersión del error absoluto se 

utilizaron el tercer cuartil Q3 y el máximo valor del error porcentual absoluto, denotados como Q3APE y Max 

AEP respectivamente. La formulación de estas métricas se representa de la siguiente manera: 

donde 𝑦𝑖 representa el vector de los n valores de demanda observados, (𝑦̂i) el vector de los n valores de 

previsión de demanda eléctrica y n indica la cantidad de horas consideradas, que dependiendo del enfoque 

puede ser, por ejemplo, diario, mensual o anual.  

Estas métricas clásicas nos dan una visión global del desempeño de la previsión, pero los responsables del 

despacho de carga de las empresas eléctricas deben tomar decisiones cada día para la optimización de los 

sistemas y cada hora en caso de errores en las previsiones. Para un análisis más profundo e intuitivo con 

respecto al desempeño de la previsión de la demanda a lo largo de un día se han propuesto e implementado 

dos métricas especiales para cada día del año: el error porcentual a la hora de mayor demanda (EPHMD) y el 

máximo error porcentual del día (MEPD), cuyas formulaciones se representan como: 

donde para un día dado n = 24, p = max(𝑦𝑖) es la hora de mayor consumo eléctrico y q = max( ) es la 

hora en que ocurre el mayor error porcentual del día. A diferencia de las métricas clásicas, ambas métricas 

introducidas pueden asumir valores negativos lo cual es relevante para distinguir si los errores que se cometen 

poseen sesgo hacia la sobreestimación o subestimación en la demanda eléctrica, lo cual es clave para tomar 

medidas para la reducción o incremento en la generación de energía en la hora considerada. 

4. RESULTADOS EXPERIMENTALES 

Para este se trabajó se utilizó una estación de trabajo equipada con una GPU RTX2080, un procesador Xeon 

E52630V3 con 16GB de RAM DDR4. Con este Hardware el tiempo de entrenamiento de cada modelo 

demanda entre 3 a 5 minutos y menos de 1GB de memoria RAM en la GPU. Para realizar el trabajo de pre-

procesamiento de los datos, entrenar los modelos y evaluar los datos se utilizaron las bibliotecas Tensorflow, 

Keras, Scipy y SKlearn. Para obtener los modelos candidatos presentados en la Tabla 2 se implementó un 

algoritmo genético que está implementado en la librería DEAP en el entorno de Python. 
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Tabla 2. Modelos Candidatos 

 

Para comparar los modelos candidatos se realizó el entrenamiento (2010 al 2016) y validación (2017). En la 

Figura 5 se presentan los resultados del RMSE, MAPE, Q3MAP y Max APE, lo que indica que los modelos 

son bastante competitivos, principalmente cuando se consideran las diferencias entre los errores porcentuales. 

El modelo 3 presenta los menores errores máximos porcentuales. El modelo 2 parece ser el menos sensible a 

la determinación de la semilla. Sin embargo, el modelo 1 además de ser el que tiene un menor número de 

parámetros presenta los menores valores en cuanto al RMSE, MAPE y Q3MAP. Motivo por el cual de aquí en 

adelante los experimentos se centrarán en el modelo 1.  

     

Figura 5. Comparación de Modelos candidatos. Cada modelo fue entrenado y evaluado 5 veces para 

tener una medida más precisa de los errores. 

Una exploración inicial en base a simple correlación estadística con la demanda eléctrica de todo el sistema 

revela que el atributo de temperatura con mayor correlación es el de la ciudad capital, Asunción, ya que una 

parte importante de la demanda eléctrica se concentra en el área metropolitana de la capital. Con el modelo 

ajustado seleccionado, se explora la posibilidad de modificar el atributo de temperatura por la ponderación de 

la temperatura de otras ciudades por el número de habitantes, o bien, por la temperatura aparente. En la Figura 

6 se comparan los errores obtenidos con el atributo de temperatura de Asunción, la Aparente y la Ponderada, 

observándose errores ligeramente menores con el uso de la temperatura ponderada y mayores con el uso de la 

temperatura aparente. La temperatura ponderada es seleccionada entonces para los ajustes finos de parámetros 

y las simulaciones.  

 

 



 
 

Comité Nacional Paraguayo Unión de Ingenieros de ANDE 

 
XIV SEMINARIO DEL SECTOR ELECTRICO PARAGUAYO - CIGRE 

23 y 24 de Junio 2022 

    

Figura 6. Selección de las Temperaturas para utilizar en el modelo final. 

 

En el proceso de validación con los datos de demanda eléctrica de 2017, se utilizan registros observados de 

temperatura de 2017. Como en una situación real apenas se cuentan con pronósticos de temperatura horarios 

para el día siguiente, se introducen errores gaussianos aditivos G(µ, σ) con media µ y desviación estándar σ en 

grados centígrados. Esto permite analizar la robustez del modelo en la previsión de demanda ante posibles 

errores en los pronósticos de temperatura. En la Figura 7 se comparan los errores obtenidos con las adiciones 

de error gaussiano G (1,1), G (−1,1) y G (0,2). Los resultados indican que la capacidad de la previsión empeora 

en cuanto al MAPE en valores menores al 1%, lo que indica que las previsiones de la red son robustas aún en 

el contexto de pequeños errores en los pronósticos de temperatura. 

 

 

 

 

Figura 7.  Experimento para evaluar la sensibilidad a los errores de la previsión del tiempo. 

Se realizó un análisis del perfil de los errores con nuevas métricas de desempeño, se consideró el Modelo 1. 

Se tomaron los errores y se agruparon por día de tal forma a calcular las nuevas métricas introducidas EPHMD 

y MEPD. Las Figuras 8(a) y (b) muestran las distribuciones y los percentiles de los errores. La Figura 8(a) nos 

indica que a la hora de máximo consumo del día el error porcentual menor al 5% en el 90% y en general es 

menor que 10%, salvo en casos muy aislados. La Figura 8(b) nos indica que el máximo error porcentual del 

día (MEPD) tiene una dispersión mayor que el EPHMD. Sin embargo, en el MEPD se observan dos modos 

alrededor del -5% y 5% y en el 80% de los días el máximo error incurrido es menor al 10%. Existen algunos 

días (5% o 18 días del año) en que la previsión de la demanda es sobreestimada en más del 20%. Un análisis 

más detallado de los mismos reveló que en su mayoría corresponden a días feriados. Se concluye además que 

no existe un sesgo claro para ambas situaciones hacia valores positivos o negativos. 
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Figura 8 (a) Histograma del error porcentual a la hora de mayor consumo (EPHMD). (b) Histograma 

del máximo error porcentual del día (MEPD). 

5. DISCUSION  

Este trabajo desarrolló y caracterizó un modelo basado en redes neuronales LSTM que a partir de los datos 

históricos y el pronóstico meteorológico es capaz de dar una previsión de la demanda horaria de energía 

eléctrica de las siguientes 24 horas de manera robusta. El mismo ayudará a las empresas proveedoras de energía 

eléctrica a realizar la programación horaria de las fuentes de generación para el día siguiente. El modelo puede 

ser utilizado para anticiparse a picos en los sistemas de generación y transmisión, para identificar anomalías 

de consumo y para optimizar los costos de generación. Los experimentos numéricos muestran que el MAPE 

es de alrededor del 3%, aunque que el error porcentual máximo sin asimilación de datos puede llegar al 50%, 

generalmente en días feriados. Sin embargo, las métricas especiales EPHMD y MEPD introducidas en este 

trabajo para este tipo de aplicación permiten un análisis detallado de la distribución de los errores revelando 

que el error máximo cometido cada día es menor al 10% en la mayoría de los casos, y generalmente menor al 

5% en las horas de punta de la demanda eléctrica del día, sin sesgos significativos. No obstante, es necesario 

realizar más experimentos para mejorar la previsión, por ejemplo, en los días feriados o en días con cambios 

abruptos de temperatura. También es necesario comparar el desempeño del modelo frente a otras arquitecturas 

emergentes del estado del arte [27]. Como cualquier otra red neuronal compleja, ya que no existe una forma 

clara de diseñar la topología de la red sobre la configuración de las capas y las unidades o neuronas 

correspondientes, cada modificación debe ser evaluada, eso demanda bastante tiempo computacional. 
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